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1) Veri Toplama (Data Collection)

Makine öğrenmesinin ana amacı, ne 

olacağını yüksek doğrulukla tahmin

etmektir.  Makine öğrenmesi algoritmaları 

ancak yeterli kalitede verilerle 

eğitildiklerinde iyi performans gösteren 

tahmin modelleri üretir. Bu nedenle bu 

süreç verilerin toplanması ile başlar.

3



Veri, makine öğrenmesiyle çalışan yapay zekânın 

gıdasıdır.

Modellere ne kadar çok veri sağlarsak o kadar yüksek 

performans elde ederiz. Çünkü, model incelenen 

durumu daha iyi performans ile tahmin edecektir.

Eğer veri hem hacim hem de kalite açısından yeterli 

değilse tahmin performansı iyi olsa bile model 

hakkında şüpheler oluşur.
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Verilerin toplanmasında karşılaşılan en yaygın sorunlar:

Hatalı veriler: Toplanan veriler incelenen olay ya da problem 

ile ilgisiz olabilir.

Veri yapısı: Toplanan veriler her zaman yapılandırılmış veriler 

(sistematik olarak satırlar ve sütunlar halimde sıralanmış) 

olmayabilir.

Eksik veriler: Değişkenlerin içerdiği değerlerde eksikler 

olabilir. 
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Veri dengesizliği: Verilerdeki bazı sınıflar veya 

kategoriler orantısız şekilde yüksek veya düşük sayıda 

örneğe sahip olabilir. Sonuç olarak, model yetersiz 

temsil edilme riski taşır.

Yanlı veri: Model, verilerin ve etiketlerin nasıl 

seçildiğine bağlı olarak, cinsiyet, yaş veya bölge gibi 

önyargılar ihtiva edebilir. Bu tür durumların ilk bakışta 

tespit edilmesi ve kaldırılması zordur.
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2) Veri Hazırlama (Data Preparation)

Toplanan ham veriler genellikle eksik gözlemlere sahip, farklı

formatlarda kaydedilmiş veya istatistiki olarak belirli davranış veya

eğilimlerden yoksun olabilir. Ayrıca, birçok hata içermesi

muhtemeldir. Bu nedenle modelleme işlemi için verilerin

düzenlenip belli bir formatta sunulması gerekir.
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Veri hazırlama aşamaları

✓ Keşfi veri analizi (Exploratory data analysis)

✓Veri önişleme (Data preprocessing)

✓Veri seti bölümlemesi (Data split)
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Keşfi veri analizi, veri setlerinin temel özelliklerini, genellikle görsel ve istatistiki

yöntemlerle özetlemek için analiz eder. Hipotezi test edilmeden önce veri setindeki

değişkenlerin dağılımları, aykırı değerler ve anormallikler tespit edilir.  Bu 

sayede, verilerin model oluşturmaya uygun olup olmadığını ya da ne tür modeller için 

uygun olduğunu anlamamızı sağlar. 
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Keşfi veri analizinde, 

1) Veri setinin tanımlayıcı istatistiği (descriptive statistics) kullanılarak 

ortalama, standart hata, minimum ve maksimum değerler elde edilir, 

2) Histogram grafikleri kullanılarak normal dağılıma uygunluğuna bakılır,

3) Serpilme diyagramı, zaman serisi grafiği vb. grafiklerle değişkenler 

arasındaki ilişki görselleştirilir,

4) Aykırı değerler görselleştirilerek tespit edilir,

5) Hedef ve öznitelik değişkenleri belirlenir,

6) Hedef değişkenin her bir öznitelik değişkeniyle ilişkisi (doğrusal ya da 

doğrusal olmayan) tespit edilir.
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Veri önişleme, makine 

öğrenmesinde en fazla zaman 

alan kısımdır. 

Veri bilimciler, zamanlarının 

%60’ını verileri temizlemek ve 

düzenlemek için harcarlar.

Verilerin iyi modellenmesi bu 

adımın sağlıklı bir şekilde 

yürütülmesine bağlıdır.
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Veri önişleme birkaç teknik adıma dayanır:

Veri temizleme: Yanlış eklenen veya sınıflandırılan veriler, manuel 

(tek tek filtrelenerek) veya otomatik (algoritma kullanılarak) olarak 

kaldırılır. 

Veri yapılandırma: Yapılandırılmamış veriler yapılandırılmış verilere 

dönüştürülür. Örneğin, metin fotoğraf, ses ya da video kaydı gibi 

yapılandırılmamış veriler, algoritmalar yardımıyla kantitatif verilere 

dönüştürüldükten sonra satır ve sütun düzenine getirilir.
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Eksik veri tamamlama: Sınıf ve kategorilerde orantısız verileri 

dengelemek ve eksik verileri doldurmak için geliştirilmiş yöntemler 

kullanılır ve veri setindeki bilgi kaybı en aza indirilir.

Aşırı örnekleme (Oversampling): Veri kümesindeki yanlılık (mesela erkek 

çalışanların sayısının kadın sayısından çok fazla olması) veya dengesizlik, 

daha gazla gözlem/örneklem oluşturularak düzeltilebilir.

Veri entegrasyonu: Daha geniş bir veri seti elde etmek için birden fazla veri 

setini birleştirmek, tek bir veri kümesindeki eksikliğin üstesinden gelebilir.
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Veri normalleştirme: Veri setindeki öznitelik değişkenleri ve hedef 

değişken farklı ölçeklerde olduğunda (mesela cm cinsinden yükseklik ve m3

cinsinden hacim vb.) çoğu makine öğrenmesi algoritması iyi performans 

göstermez. 

Bu nedenle, verileri normalleştirmek (değişkenleri 0 ve 1 veya -1 ve 1 

aralığında olmaları için değerlerini yeniden ölçeklendirmek) veya 

standartlaştırmak (verileri ortalama 0 ve standart sapması bir olacak 

şekilde yeniden ölçeklendirir) bu sorunu çözmeye yardımcı olabilir.
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Öznitelik seçimi (Feature selection): Öznitelik sayısı ne kadar fazlaysa veri 

seti de o kadar büyük olmaktadır. Ancak yüksek boyutlu bir veri setinde 

alakasız ve önemsiz bazı öznitelikler olabilir. Bu tür özniteliklerin modele katkısı 

diğer özniteliklere göre çok düşük ya da sıfırdır. Bu öznitelikler, verimli tahmine 

dayalı modelleme sürecini engelleyen bir dizi soruna sebep olabilir. 

Öznitelik seçimi bir veri setinde en önemli öznitelikleri seçme işlemidir. Bu 

yöntem, modelleme süresini kısaltırken tahmin performansını da çoğu zaman 

artırmaktadır.
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Öznitelik çıkarımı (Feature extraction): Öznitelik seçimi veri setindeki 

alakasız veya gereksiz öznitelikleri filtreleyerek azaltmak ya da ayıklamak 

için kullanılırken, öznitelik çıkarımı çok sayıda özniteliğin içerdiği değerleri 

dönüştürerek az sayıda özniteliğe indirgemek için kullanılır. 
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Öznitelik çıkarımında, özniteliklerin değerleri matematiksel olarak 

daha az sayıda yeni özniteliğe dönüştürülmektedir. 

Ancak, bu az sayıdaki yeni öznitelik, önceki çok sayıdaki özniteliğin 

içerdiği bilgiyi içermektedir. Öznitelik çıkarımında, dönüştürme 

sırasında az miktarda da olsa bilgi kaybı söz konusu olabilir. 
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Veri bölümleme ya da eğitim-test bölümlemesi adımında veri seti 

eğitim ve test seti olarak iki ayrı gruba bölünür. Eğitim verileri, 

algoritmanın verileri üzerinden eğitilmesi ve tahmin modeli 

oluşturması için kullanılır. Üretilen modelin performansını ve yeni 

durumları öngörüp öngöremediği test veri seti kullanılarak sınanır.
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Eğitim-test seti bölümlenmesi genellikle rassal (rastgele) olarak 

yapılır. Örneğin 10 gözlemlik bir veri setinde 1, 4, 6, 7, 8, 10. gözlemler 

eğitim seti olarak rassal olarak seçilirken arta kalan 2, 3, 5, 9. gözlemler 

ise test seti olarak atanır.
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MODEL OLUŞTURMA

Algoritmanın verilerle eğitilerek model oluşturmasından kasıt, 

Denetimli öğrenmede özniteliklerle hedef değişken arasındaki ilişkiyi,

Denetimsiz öğrenmede öznitelikler arasındaki benzerlik ya da mesafeyi 

(farklılıkları), 

Pekiştirmeli öğrenmede ise özniteliklerin dayandığı sebep-sonuç ilişkisinin 

kurallarını olabildiğince gerçeğe yakın olarak tanımlayan fonksiyonları 

tahmin etmektir.
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Makine öğrenmesinde model oluşturma aşaması:

Algoritmanın Eğitilmesi (training)

Modelin Test Edilmesi (testing) adımlarını içermektedir.
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Bir kısmı iyileşmiş, bir kısmı halen tedavi gören 100 tane X hastasına ait 

veri olsun. Veri setinde bu kişilere ait kan değerleri vb. hastalığı teşhise dair 

20 kadar öznitelik değişkeni bulunsun. Bilgisayarın anlaması için 

etiketleme işlemini 0 (X hastası değil) ve 1 (X hastası) şeklinde rakamlarla 

yapacağız. Buradaki veri problemi tipik bir sınıflandırma problemidir: 

Hastalığı teşhiste kullanılan 20 özniteliğin değerine göre bir gözlemin 

(hastanın) X hastası olup olmadığını tahmin eden bir model üretmek.
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Veri seti içinden rastgele seçilen 80 tane gözlemi algoritmayı eğitmek 

için ayıralım. Algoritma her bir gözlemin öznitelik değerleri ile etiketini 

inceleyip öğrenecek ve özniteliklerle sınıflandırma etiketleri 

arasındaki ilişkiyi formülleştirecek. Bunun anlamı her bir öznitelik 

için bir katsayı hesaplamasıdır. 

Her bir öznitelik hastalığın teşhisinde aynı derecede öneme sahip 

olmadığından algoritma da teşhis göstergeleri için farklı katsayılar 

hesaplayacaktır. Her bir özniteliği hastayı teşhiste bir parametre 

olarak kabul edersek bunlar için hesaplanmış katsayılarda parametre 

katsayıları olacaktır.
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Model üretmekten kasıt, parametre katsayılarını hesaplamaktır. 

Yani algoritma 20 teşhis göstergesi için 20 tane katsayı hesaplayacaktır. 

Hesaplanan parametre değerleri öyle hesaplanmalı ki her bir gözlemin 

(hastanın) 20 teşhis değerlerini bu katsayılarla çarptığımızda bu kişinin 

X hastası olup olmadığını tahmin edebilsin.
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ALGORİTMANIN EĞİTİLMESİ



Burada şunu vurgulamakta fayda var: 

Algoritma her bir gözlem için ayrı parametre değeri hesaplamıyor. 

Gözlemlerin tamamı için genelleştirilebilir 20 katsayı hesaplıyor. 

Diğer bir ifadeyle, algoritma hastayı teşhis için değil hastalığı teşhis için 

model (parametre katsayıları) üretiyor.
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Algoritmik model ya da hastalığı teşhis eden, eldeki veriler (öznitelikler) 

doğrultusunda gözlemlerin sınıfını (kişilerin X hastası olup olmadıklarını) 

tahmin eden modelin başarısı ilk etapta hastaların tahmin edilen sınıfları ile 

gerçek sınıflarının karşılaştırılması sonucu anlaşılacaktır. 

Eğitim setindeki 80 kişinin 80’inin de sınıf etiketini tahmin etmiş mi? 

Model; X hastası olanların tamamını 1 olarak, 

X hastası olmayanların tamamını da 0 olarak sınıflandırmış mı? 

Yani, model özniteliklerden yola çıkarak hedef değişkeni yeniden üretebilmiş mi?
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En yalın haliyle ifade edecek olursak bu adımda eğitim seti üzerinden 

oluşturulan modelin test setini yeniden üretip üretmediği, tahmin edip 

etmediği sorusuna cevap aranır. 

Veri setinin bir kısmının test seti olarak ayrılmasının amacı eğitim seti 

üzerinden oluşturulan modelin ‘yeni durumları’ tahmin edip 

edemeyeceğinin anlaşılabilmesi içindir.
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Algoritma, eğitim setinde hem hedef değişkeni hem de öznitelik 

değişkenleri birlikte verilerek eğitilir. 

Algoritma öğrendiklerini, bu ikisi arasında keşfettiği ilişkiyi, hesapladığı bir 

fonksiyonla ifade eder. 

Bu fonksiyon ya da model ile eğitim setindeki hedef değişkenini tahmin eder ve 

sonuçları hedef değişkenin gerçek verileriyle karşılaştırırsak modelin 

tahmin performansıyla ilgili fikir verir. 
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ALGORİTMANIN TEST EDİLMESİ



Ancak, modelin özniteliklerle, zaten bildiği/tanıdığı hedef etiketlerini 

yeniden üretebilmesi ya da tahmin etmesi maharet değildir. 

Makine öğrenmesinde amaç yeni durumları öngörebilen, olabilecekleri 

tahmin edebilen ve karar alıcıların önündeki belirsizlik bulutlarını 

dağıtabilen model üretmektedir.
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Test sürecinde modele sadece test setindeki öznitelikler verilir hedef 

değişkeni verilmez. 

Test setindeki öznitelik değişkenleri verirken, eğitim sürecinde öğrendikleriyle 

oluşturduğu modeli kullanarak test setindeki hedef değişkenini tahmin etmesi, 

yeniden üretmesi istenir. 

Diğer bir ifadeyle, modelin tahmin parametreleri ile test setindeki 

özniteliklerin değerleri çarpılarak gözlemlerin sınıf etiketleri tahmin edilir. 
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Burada maharet ise, modelin test setindeki ipuçlarını kullanarak 

(özniteliklerden hareketle) bilmediği, tanımadığı hedef etiketlerini 

tanımlayabilmesidir. 

Eğer önceki adımda oluşturulan model test sürecini de başarıyla 

atlatabiliyorsa artık yeni durumları tahmin etmek için kullanılabilir.
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Model Değerlendirmenin amacı, modelin tahmin hatası ve başarısının 

ölçülmesidir.

Bir modelin performansı hata ya da kayıp fonksiyonu üzerinden 

değerlendirilir. 

Bunun için, makine öğrenmesi algoritmasının türüne bağlı olarak çeşitli 

metrikler ya da performans ölçütleri geliştirilmiştir.
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Regresyon Sınıflandırma Kümeleme

MSE Doğruluk ARI

RMSE Kesinlik MIS

MAE Duyarlılık V-measure

R F1 Elbow

R2 ROC-AUC

Düzeltilmiş R2 Kesinlik-Duyarlık Grafiği

PERFORMANS ÖLÇME KRİTERLERİ



Bazı durumlarda model eğitildiği veri setine duyarlı olabilir. 

Örneğin rassal olarak seçilmiş gözlemlerden bir eğitim seti oluşturduğumuzu 

ve bu eğitim seti üzerinden bir algoritma eğiterek model oluşturduğumuzu 

düşünelim. 

Modelin performansını ölçmek için kullandığımız metrik yüksek tahmin 

performansına işaret ediyor olsun. Acaba gözlemleri karıştırıp rassal

olarak yeniden bir eğitim seti oluşturarak algoritmayı eğitirsek bu modelin 

performansı ölçtüğümüz aynı yüksek seviyeyi verir mi?
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ÇAPRAZ-DOĞRULAMA



Her defasında farklı rassal seçimlerle eğitim seti oluşturup modelin 

performansını ölçtüğümüzde, modelin performans değerleri istikrarlı değilse 

ve dalgalanıyorsa model sonucu veri setine aşırı duyarlı demektir. 

Böyle bir modeli, veri setine genelleştirmek, yeni durumları tahmin etmek 

için kullanmak riskli olacaktır.
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Modelin eğitim aşamasında karşılaşılan sorunlardan birisi de aşırı öğrenme 

(over-fitting) ya da abartılı taklit sorunudur. 

Bu durum modelin veriye duyarlı olmasıyla alakalı olabilir. 

Algoritma eğitim aşamasında kendisine sunulan veriyi ezberlememiş, adeta 

yalayıp yutmuştur. 

Ancak, bunun dışında karşılaştığı her yeni durumda ezberi bozulmaktadır. 
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Başka bir ifadeyle abartılı taklit, eğitim setini öğrenip uygulama, tahmin, 

öngörü alanı dışına çıkmayan, öğrendiğini genelleştiremeyen, her duruma 

uyarlayamayan bir modelin durumudur. 

Bunun sonucu olarak, model eğitim setindeki hedef değişkeni başarıyla 

tahmin ederken test setindeki hedef değişkeni aynı derecede tahmin 

edememektedir.
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Neden Python?
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45

Scientific PYthon Development EnviRonment
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Çalışma ortamı

(Script)

Dosya ve 

değişken 

yöneticisi

Konsol



Spyder ekranında üç ana pencere bulunmaktadır. Bunlar Çalışma Dosyası 

(Script), Dosya ve Değişken Yöneticisi ve Konsol’dur. 
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Ctrl+I = Yardım => Kod hakkında bilgi verir
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