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MAKINE OGRENMES] ALGORITMALARI




K-Nearest Neigbor (K-En Yakin Komsu)

K-En Yakin Komsu (K-NN) algoritmasi denetimli 6grenme teknigini

temel alan en basit makine 6grenmesi algoritmalarindan birisidir.

K-NN algoritmasi, yeni veri ile mevcut veriler arasindaki benzerligi
varsayar ve yeni veriyl mevcut verilere en ¢ok benzeyen

sinifa/kategoriye yerlestirir.




K-NN algoritmasi mevcut tim verileri saklar ve benzerlige gore yeni
veri noktasini siniflandirir. Bu, yeni veriler ortaya ¢iktiginda K-NN
algoritmasi kullanilarak kolayca uygun bir kategoriye

siniflandirilabilecegi anlamina gelir.

K-NN algoritmasi Regresyon i¢in kullanilabilecegi gibi Siniflandirma
icin de kullanilabilir ancak ¢ogunlukla Siniflandirma problemlerinde

kullanilmaktadar.




K-NN parametrik olmayan bir algoritmadir, yani temel veriler
lizerinde herhangi bir varsayimda bulunmaz. Tembel 68renen
algoritma olarak da adlandirilir ¢iinki egitim setinden hemen
ogrenmez, bunun yerine veri setini saklar ve siniflandirma sirasinda

verl setl iizerinde bir eylem gercgeklestirir.

KNN algoritmasi egitim asamasinda sadece veri setini saklar ve yeni
veri aldiginda bu yeni veriyi veri setine ¢ok benzeyen bir kategoriye

siniflandirir.




Ornek: Diyelim ki elimizde kedi ve képege benzeyen bir canli resmi
var. Onun kedi mi képek mi oldugunu bilmek istiyoruz. Bu tanimlama
icin benzerlik dlcusu uzerinde ¢calisan KNN algoritmasini kullanabiliriz.
KNN modelimiz, yeni veri setinin kedi ve kopek gorsellerine benzer
ozelliklerini bulacak ve en benzer 6zelliklere gore onu kedi veya

kopek kategorisine koyacaktir.

KNN Classifier

Input value Predicted Qutput



Neden bir K-NN Algoritmasina ihtiyacimiz var?

Diyelim ki Kategori A ve olmak uzere iki kategori var ve
yeni bir x; veri noktamiz var. Bu veri noktasi bu kategorilerden

hangisinde yer alacak?

Bu tiir problemleri ¢ozmek i¢in bir K-NN algoritmasina ihtiyacimiz var.
K-NN'nin yardimiyla belirli bir veri kiimesinin kategorisini veya sinifini

kolayca tanimlayabiliriz.
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K-NN nasil ¢alisix?

K-NN'nin ¢alismasi asagidaki algoritmaya dayanarak a¢iklanabilir:
Adim-1: Komsularin K sayisini se¢in

Adim-2: K sayida komsunun Oklid mesafesini hesaplayin

Adim-3: Hesaplanan Oklid mesafesine gére en yakin K komsuyu alin.

Adim-4: Bu K komsu arasinda, her kategorideki veri noktalarinin sayisini

sayin.

Adim-5: Yeni veri noktalarini komsu sayisinin maksimum (en ¢ok) oldugu

kategoriye atayin.

Adim-6: Modelimiz hazir.

o



Diyelim ki yeni bir veri noktamiz var ve onu gerekli kategoriye

koymamiz gerekiyor. Asagidaki goruntuyu goéz éninde bulundurun:
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Oncelikle K komsu sayisini sececegiz. Burada K=5 olarak secelim.

Daha sonra veri noktalar1 arasindaki Oklid mesafesini hesaplayacagz.
Oklid mesafesi, geometride iki nokta arasindaki mesafedir ve su
sekilde hesaplanabilir:

Y2

Yileaeaea= =@A(XY1)
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Euclidean Distance between Ar and Bz = ﬁ}(z-){1}2+{\’z-'\"1)2

(1)



Oklid mesafesini hesaplayarak, A kategorisinde en yakin 3 komsu ve B

kategorisinde en yakin 2 komsu olmak tizere en yakin komsulari elde

ettik. Asagidaki gorseli inceleyin:

L X2,

¢ 0
‘ Category A:3 neighbors
Category B:2 neighbors

\ Categnry B

New Data
¢ point
4‘
*
Category A ).

Gorduguniiz gibi en yakin 3
komsu A kategorisindedir,
dolayisiyla bu yeni veri
noktasi A kategorisine ait
olmalidir.

1)



Algoritmaya yonelik uzakhk hesaplamasi tipleri (sadece bir kismi);

" k ( ), « Euclidean (Oklidyen) Uzaklik hesaplamasi,
: Xi— Wl
“aanaicind Euclidean V le ° « Manhattan Uzaklik Hesaplamas,
. fum
« Chebyshev Uzaklik Hesaplamasi,
\ k
' - +« Hamming |Uzaklik Hesaplamasi,
| ‘ | Manhattan y: X; —J",l g g '
' : je=l +« Minkowski | Uzakhk Hesaplamasi,
v « Mahalanobis |Jzaklk Hesaplamasi,
q
. o k .
N e P T Z(l\r - “_il)q « Haversiene Uzaklik Hesaplamasi,
i=l « Levenshtein Uzaklik Hesaplamas,

« Sgrensen-Dice Uzakhk Hesaplamasi,

« Jacckard |Uzaklik Hesaplamasi.



K-NN Algoritmasinda K degeri nasil se¢ilir?

"K" i¢in en 1yl degeri belirlemenin 6zel bir yolu yoktur, dolayisiyla

bunlardan en iyisini bulmak i¢in bazi degerleri denememiz gerekir.

K icin en ¢ok tercih edilen deger 5’tir. K=1 veya K=2 gibi ¢ok diisik bir
K degeri gurultuli olabilir ve modelde aykir1 degerlerin etkilerine yol
acabilir. K i¢in buyilik degerler 1yidir ancak bazi zorluklarla

karsilasilabilir.

o



KNN Algoritmasinin Avantajlari
= Uygulanmasi basittir.
= Guiriltiili egitim verilerine karsi dayanmklidir

= Egitim verilerinin buyiik olmasi daha etkili olabilir.

©



KNN Algoritmasinin Dezavantajlari

= Bazen karmasik olabilecek K degerini, her zaman deneyerek

belirlememiz gerekir.

= Tim egitim drnekleri i¢in veri noktalar1 arasindaki mesafenin

hesaplanmasi nedeniyle hesaplama sureci fazladar.

@



KNN algoritmasinin Python uygulamasi
K-NN Algoritmasinin Problemi:

Yeni bir SUV araba iireten bir araba ureticisi sirket var. Sirket,
reklamlari, s6z konusu araci satin almakla ilgilenen kullanicilara
gostermek istiyor. Bu problem icin, sosyal ag izerinden birden fazla
kullanicinin bilgisini i¢eren bir veri seti olusturuluyor. Veri seti pek
¢cok bilgi igeriyor ancak bagimsiz degisken i¢in dikkate alacagimiz
Yas ve Tahmini Maas degiskenlerini, bagimli degisken i¢in ise Satin

Alinan degiskenini dikkate alacagiz.

@



User ID
15624510
15310944
15668575
15603246
15304002
15728773
15598044
15694829
15600575
15727311
15570769
15606274
15746139
15704987
15628972
15697686
15733883
15617482
15704533
15621083
15649487
15736760

Gender
Male
Male
Female
Female
Male
Male
Female
Female
Male
Female
Female
Female
Male
Male
Male
Male
Male
Male
Male
Female
Male
Female

Age
19
35
26
27
15
27
27
32
25
35
26
26
20
32
18
29
47

45
46
48
45
47

EstimatedSalary
15000
20000
43000
57000
76000
58000
84000
150000
33000
B5000
80000
52000
86000
18000
82000
0000
25000
26000
28000
29000
22000
49000

Purchased
0
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K-NN algoritmasini uygulama adimlari:

» Veri On Isleme adimi

» K-NN algoritmasini Egitim setine uydurma (fit etme, egitme)

» Test sonucunu tahmin etmek

» Sonucun dogrulugunu test etmek (Karisiklik matrisinin olusturulmasi)

©



# importing libraries

\f
£ PN
12 FARY

e

import numpy as nm
import matplotlib.pyplot as mtp
import pandas as pd

#importing datasets

data_set= pd.read_csv('user_data.csv)

#Extracting Independent and dependent Variable
x= data_set.iloc[, [2,3]].values

Veri On Isleme Adim

y= data_set.iloc[;, 4].values

# 5plitting the dataset into training and test set.
from sklearn.model_selection import train_test_split

x_train, x_test, y_train, y_test= train_test_split(x, y, test_size= 0.25, random_state=0)

#feature Scaling

from sklearn.preprocessing import StandardScaler
st_x= StandardScaler()

¥_train= st_x.fit_transform(x_train)

¥_test= st_x.transform(x_test)



gl
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‘@ Yukaridaki kodu ¢alistirarak veri setimiz programimiza aktarilir ve

oénceden islenir. Ozellik dlceklendirmeden sonra test veri kiimemiz

soyle gorinecektir:

= BE y_test - NumPy array — O *
0 1 A 0 A
0 -@.8ed4s82 a.584904 0 a :
1 -8.8125441 -8.567782 1 a
2 -8.389641 8.157846 2 a
3 -8.884582 B.273819 3 a
4 -8.3896041 -8.567782 4 a
5 -1.168159 -1.43758 5 a
B -8.78577 -1.58254 B a
Fi -8.218689 2.15757 Fi 1
] -1.99319 -8.8459858 A a
g a8.878746 -8.778734 g a
10 -8.884582 -8.596776 10 a
1 -1.88287 -8.422817 1 a
17 -@. 111576 -@. AIIRTT v 13 2] =
Format Resize Background color Format Resize Background color
Save and Close Save and Close




Egitim verilerine uydurmak (fit etmek, egitmek)
Simdi K-NN siniflandiricisini egitim verilerine fit edecegiz.

Bunu yapmak i¢in Sklearn Neighbors kiitiiphanesinin KNeighborsClassifier

sinifini ice aktaracagiz.

Sinifi ice aktardiktan sonra sinifin Classifier nesnesini olusturacagiz.

©



Bu simifin model parametreleri su sekilde olacaktir:

n_neighbors: Algoritmanin gerekli komsularini tanimlamak i¢in.

Genellikle 5 alir.

metric="minkowski': Bu varsayilan parametredir ve noktalar

arasindaki mesafeye karar verir.
p=2: Standart Oklid metrigine esdegerdir.

Daha sonra siniflandiriciyl egitim verilerine uyarlayacagiz.

@



#Fitting K-NN classifier to the training set
from sklearn.neighbors import KNeighborsClassifier
classifier= KMeighbarsClassifier(n_neighbors=5, metric="minkowski’, p=2)

classifier.fit(x_train, y_train)

Output: Yukaridaki kodu ¢calistirdigimizda ¢iktiy: su sekilde elde edecegiz:

Qut[1@]:
KNeighborsClassifier(algorithm="auto', leaf size=38, metric="minkowski',
metric_ params=None, n_jobs=None, n_neighbors=5, p=2,

weights="uniform')

=)



Test Sonucunu Tahmin Etme

Test seti sonucunu tahmin etmek i¢in bir y_pred vektori olusturacagiz.

Asagida bunun kodu verilmistir:

#Predicting the test set result
y_pred= classifier.predict(x_test)

(=)



B8 y_pred - NumPy array — O >

0 P
0 )
1 )
Output: : ’
3 8
[ oo 4 E
Yukaridaki kodun ¢iktisi soyle olacaktir: 5 .
6 8
7 1
g )
g 1
0 L
11 L

12 a A

Format Resize Background color
Save and Close
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GERCEK

Pozitif Negatif
=z Pozitif TP FP
>
T
<
Negatif FN TN
Kus Kedi Képek
Kug 15 3 4
Kedi 6 14 1
Kbpek 5 2 20

Sar1 renk dogru simiflandirilanlari, gri renk
ise yanlis siniflandirilanlari temsil ediyor.

Karisiklik Matrisi

Yukarida goériillen matris sayesinde tahmin edilen
degerlerin gercek degerlerle kiyasi
yapilabilmektedir. Matris i¢inde verilenler ise, 1:

TRUE ve 0: FALSE olacak sekilde, asagidaki gibidir:

TP (True Positive): 1 olarak siniflandirdigimiz ve
gercekten de 1 olan degerlerin sayisidir.

FP (False Positive): 1 olarak simiflandirdigimiz fakat
gercekte O olan degerlerin sayisidir.

FN (False Negative): O olarak siniflandirdigimiz fakat
gercekte 1 olan degerlerin sayisidir.

TN (True Negative): O olarak siniflandirdigimiz ve
gercekten de 0 olan degerlerin sayisidir.



Karisiklik Matrisinin Olusturulmasi

Siniflandiricinin dogrulugunu gormek icin K-NN modelimizin

Karisiklik Matrisini olusturacagiz.

#Creating the Confusion matrix
from sklearn.metrics import confusion_matrix

cm= confusion_matrix(y_test, y_pred)

@



Yukaridaki kodda, merge_matrix fonksiyonunu i¢e aktardik ve cm

degiskenini kullanarak cagirdik.

Output: Yukaridaki kodu ¢alistirdigimizda asagidaki matrisi elde

edecegiz:
B cm - NumPy array — O et
0 1
0 B 4
. I E— Gérselde 64+29= 93

dogru tahmin, 3+4=17
yanlis tahmin oldugunu

goruyoruz.

Emma Resize Background color
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Accuracy (Dogruluk) degerini hesaplayiniz?

TP+ TN
TP+ FP+ TN+ FN

Accuracy =

)



Precision (Kesinlik) degerini hesaplayimniz?

TP
TP + FP

Precision =

Precision: Dogru siniflandirilan verilerin oranini verir.

()



Recall degerini hesaplayiniz?

TP
TP + FN

Recall =

Recall: Sadece pozitif degerlerden dogru simiflandirilanlarin
oranini verir.

©



F-measure (F-score) degerini hesaplayimniz?

Precision * Recall

F-Score=2 * —
Precision + Recall

F-Score (F-measure): Precision ve Recall degerlerinin
harmonik ortalamasini verir.

()



Sensitivity degerini hesaplayiniz?

TP

Sensitivity = ————
TP + FP

Sensitivity: Recall ile aymidir. Pozitif olarak siniflandirilan
verilerin gergekteki pozitif verilere oranini verir.

©



Specificity degerini hesaplayiniz?

TN

Specificity = 1 FP
+

Specificity: Sadece negatif olarak siniflandirilan verilerin
gercekteki negatif verilere oranini verir.

o



